
Capitolo 2

L’approccio bayesiano al
problema della stima

2.1 Il modello binomiale

Supponiamo di avere osservato dei dati che riteniamo essere stati prodotti
da un modello probabilistico di cui non conosciamo 1 o più parametri. Ad
esempio, possiamo avere osservato n lanci di una moneta e di ritenere che
il modello binomiale sia appropriato per tale esperimento. Allora sappiamo
che, denotando con S il numero di successi

P(S = k) =

(
n

k

)
pk(1− p)n−k k = 0, 1, . . . , n (2.1)

Noi vogliamo ottenere informazioni sul valore di p conoscendo il numero
osservato k di successi.

Chiamiamo in generale ϑ il parametro (o i parametri) da identificare.
Nell’approccio Bayesiano non esiste invece un valore vero di ϑ, ma vogliamo
dare invece un giudizio di probabilità. Prima delle osservazioni noi asse-
gniamo una distribuzione a priori di probabilità a ϑ sulla base delle nostre
conoscenze. Dopo le osservazioni, correggiamo il nostro giudizio e assegniamo
una distribuzione a posteriori di probabilità a ϑ.

Lo strumento essenziale è la formula di Bayes. Se A1, . . . , Ak sono una
partizione dell’universo (ossia ∪Ai = Ω e Ai ∩ Aj = ∅ per i 6= j) vale

P(Ai|B) =
P(B|Ai)P(Ai)∑
j P(B|Aj)P(Aj)

. (2.2)

L’interpretazione della formula di Bayes (2.2) è che essa indica come trovare
la probabilità delle cause Ai sulla base dell’osservazione B e delle probabilità
a priori P(Ai).
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La formula di Bayes può essere estesa al caso di distribuzioni continue.
In particolare, al posto della partizione Ai mettiamo i valori possibili del
parametro ϑ1, e al posto dell’evento B il risultato di X1, . . . , Xn.

Definiamo π(ϑ) la densità a priori di probabilità del parametro ϑ. La
densità a posteriori fpost(ϑ) = π(ϑ|x1, . . . , xn) è data da

fpost(ϑ) =
Pϑ(x1, . . . , xn)π(ϑ)∫
Pϕ(x1, . . . , xn)π(ϕ) dϕ

. (2.3)

dove Pϑ(x1, . . . , xn) rappresenta la probabilità (secondo il modello scelto) di
osservare i dati x1, . . . , xn quando il valore del parametro sia ϑ. Ad esempio,
nel caso dell’osservazione di n lanci di una moneta, il parametro è p e Pϑ è
data dalla formula (2.1), in cui x1, . . . , xn rappresentano il risultato di ogni
singolo lancio e sono sintetizzati dal numero di successi k (l’ordine in cui si
sono ottenuti successi o insuccessi non cambia la probabilità).

Si può notare che il denominatore in (2.3) è una costante, indipendente
da ϑ. Se vogliamo conoscere solo il profilo di fpost(ϑ) e non i valori nume-
rici, possiamo evitare di calcolare il denominatore e ottenere che fpost(ϑ) è
proporzionale a Pϑ(x1, . . . , xn)π(ϑ).

Esempio 1. Nell’esempio dei lanci di una moneta, supponiamo che le os-
servazioni consistano in 4 successi su 6 tentativi. Allora

Pp(x1, . . . , xn) =

(
6

4

)
p4(1− p)2.

Una possibile distribuzioni a priori per p è π(p) = 1 per p ∈ [0, 1], ossia
tutti i valori di p sono equiprobabili. Allora otteniamo

fpost(p) =

(
6
4

)
p4(1− p)2∫ 1

0

(
6
4

)
q4(1− q)2 dq

= Cp4(1− p)2. (2.4)

La costante C può essere trovata, imponendo che
∫ 1

0
fpost(p) dp = 1 e quindi

C = 105. Il massimo della distribuzione (ossia il valore più probabile) è in
p = 2/3, che corrisponde alla stima tramite la media campionaria.

Se invece la nostra distribuzione a priori avesse privilegiato i valori in-
torno a p = 1/2, ad esempio π(p) = 6p(1 − p) per p ∈ [0, 1], avremmo
trovato

fpost(p) = Cp5(1− p)3,

dove C = 504.

1potremmo rimanere al caso discreto se supponessimo che ϑ possa assumere solo un
numero finito di valori
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Figura 2.1: Densità a posteriori per il modello binomiale con n = 6, k = 4.

Il massimo di questa distribuzione è in 5/8, una via di mezzo fra il
massimo a priori in 1/2 e la media campionaria in 2/3.

In Fig. 2.1 sono i grafici delle densità a posteriori ottenute in questi due
casi.

2.1.1 La distribuzione Beta

Dal punto di vista matematico, per ogni dato modello (per esempio quello
binomiale) conviene scegliere(quando possibile) una famiglia di distribuzione
a priori tale che la distribuzione a posteriori sia della stessa famiglia. Questo
permette di avere una formula esatta per l’integrale che compare in (2.3).

Inoltre rende facile usare il metodo Bayesiano in modo ricorsivo: partiamo
da una distribuzione a priori e, dopo avere osservato dei dati, otteniamo
una distribuzione a posteriori. Questa diventa la distribuzione a priori che
verrà emendata dall’osservazione di nuovi dati, e cos̀ı via. Se la distribuzione
a posteriori è della stessa famiglia di quella a priori, ogni passaggio verrà
eseguito usando le stesse formule matematiche.

Nel caso del modello binomiale, la famiglia di distribuzioni con questa
proprietà è la Beta.
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Figura 2.2: Grafici delle densità beta per diversi valori di a e b.
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Definizione 3. Diremo che la variabile casuale X segue la distribuzione
Beta di parametri a e b (X ∼ β(a, b)) se la sua densità è

fa,b(x) =
xa−1(1− x)b−1

B(a, b)
, x ∈ (0, 1) dove B(a, b) =

∫ 1

0

xa−1(1− x)b−1 dx.

(2.5)

In (2.5) è sottinteso che fa,b(x) = 0 per x 6∈ (0, 1). Il denominatore fa s̀ı

che
∫ 1

0
fa,b(x) dx = 1 come richiesto da una densità di probabilità.

a e b sono i parametri della distribuzione che devono essere entrambi
positivi (altrimenti l’integrale non ha senso). Al variare di ae b si ottengono
molte distribuzioni di forma diversa: per a = b = 1 si ha la densità uniforme,
mentre l’altro esempio considerato prima corrisponde a a = b = 2. Vari
esempi di distribuzioni beta sono mostrati nella Figura (2.2).

In particolare si vede che se 0 < a < 1 limx−>0+ fa,b(x) = +∞, mentre se
a > 1, limx−>0+ fa,b(x) = 0. Analogamente, per x → 1, a seconda che b sia
minore o maggiore di 1. Inoltre, maggiore è il valore si a+ b, più concentrata
è la distribuzione intorno al suo picco (che è facile calcolare, trovando il punto
di massimo di xa−1(1− x)b−1.

E’ possibile calcolare2 anche il valore atteso di una distribuzione β:

Se X ∼ β(a, b), E(X) =

∫ 1

0
xa(1− x)b−1 dx

B(a, b)
=
B(a+ 1, b)

B(a, b)
=

a

a+ b
. (2.6)

Esiste anche una formula per la varianza, che si può trovare sui libri.

2.1.2 La beta come distribuzione a priori; lo schema
beta-binomiale

Come visto in Figura (2.2), scegliendo opportunamente i parametri a e b,
le distribuzioni Beta possono avere molte forme diverse. Dati i vantaggi
matematici della scelta di una Beta come distribuzione a priori quando le
osservazioni vengano da un modello binomiale, è quindi naturale assumere
che la distribuzione a priori sia di tipo Beta, scegliendo i parametri in modo
che rispecchino il giudizio a priori di probabilità.

2per chi fosse interessato alla matematica, il risultato si ottiene tramite un”identità che
riconduce le funzioni B(a, b) alle funzioni Γ(·)
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Supponendo di avere osservato k successi su n lanci e usando (2.3) con la
P data da (2.1) e π dato da (2.5), si trova

fpost(p) =

(
n
k

)
pk(1− p)n−k p

a−1(1−p)b−1

B(a,b)∫ 1

0

(
n
k

)
qk(1− q)n−k qa−1(1−q)b−1

B(a,b)
dq

=
pa+k−1(1− p)b+n−k+1∫ 1

0
qa+k−1(1− q)b+n−k+1 dq

=
pa+k−1(1− p)b+n−k+1

B(a+ k, b+ n− k)
= fa+k,b+n−k(p)

(2.7)

dove con fa+k,b+n−k indica la densità β(a+ k, b+ n− k) data da (2.5).
Possiamo quindi riassumere, dicendo che se fpriori ∼ β(a, b) allora fposteriori ∼

β(a+ k, b+ n− k). L’informazione acquisita dalle osservazioni si esprime in
questa formula molto semplice.

In particolare, possiamo calcolare qual è il valore atteso a posteriori di
p. Dalla formula (2.6), si vede che Eposteriori(p) = a+k

a+b+n
. Possiamo scrivere

questa formula in un modo più suggestivo:

Eposteriori(p) =
a+ k

a+ b+ n
=

a+ b

a+ b+ n
· a

a+ b
+

n

a+ b+ n
· k
n
. (2.8)

La formula (2.8) ci fa vedere che il valore atteso a posteriori è una media
pesata fra il valore atteso a priori ( a

a+b
) e la frequenza di successi osservata

( k
n
). I pesi sono a+b

a+b+n
e n
a+b+n

; quindi, quando n è grande rispetto ad a+ b,
conta molto quanto abbiamo osservato e poco l’aspettativa a priori; viceversa,
quando n è piccolo rispetto a a + b, le osservazioni contano poco rispetto
all’aspettativa a priori.

Queste osservazioni ci possono far capire come scegliere i parametri a
e b: se vogliamo assumere totale ignoranza, la scelta coerente è a = b = 1
(ogni valore di p è ugualmente probabile; se invece abbiamo delle aspettative,
possiamo scegliere a

a+b
in modo che sia uguale al valore atteso a priori, mentre

a + b esprime l’importanza che diamo all’informazione a priori: maggiore è
il valore di a + b, più dati servono per allontanare la distribuzione a priori
da quella a posteriori; questa caratteristica può essere quantificata in vari
modi diversi; uno di questi è nel prossimo esempio. In ogni caso, se n è
abbastanza grande, la distribuzione a posteriori è molto poco influenzata
dalla distribuzione a priori, a meno di scelte estreme.

Esempio 2. Vogliamo scegliere una distribuzione a priori di tipo Beta per
p in modo che a priori E(p) = 0, 15 e che nel calcolo del valore atteso a
posteriori, quando n = 250 la frequenza osservata conti 10 volte E(p).
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Si richiede quindi che a
a+b

= 0, 15 e il peso n
a+b+n

sia uguale a 10 volte
a+b

a+b+n
, ossia n = 10(a+ b). Abbiamo quindi il sistema nelle incognite a e b:{

a = 0, 15(a+ b)
a+ b = 25

che si risolve facilmente, trovando a = 3, 75, b = 21, 25.

Facciamo infine vedere (Figura 2.3) alcuni esempi di calcolo; questi sono
stati ottenuti, utilizzando in R il pacchetto didattico BernBeta che, oltre
a calcolare le distribuzioni a posteriori (facilmente ottenibili direttamente),
presenta nell’output grafico anche un intervallo di credibilità (al 95%) per
p. Infatti, è usuale (e comodo) voler presentare un riassunto numerico della
distribuzione a posteriori trovata, fornendo (oltre eventualmente) al valore
atteso un intervallo I tale che la probabilità (a posteriori) che il parametro
ϑ sia nell’intervallo I sia del 95% (o anche il 99% o il 90%, ma 95% è la
scelta standard).3 In questo modo si può condensare l’incertezza che si ha
sul parametro.

La Figura 2.3 mostra l’effetto della distribuzione a priori (una uniforme,
una concentrata su una p molto minore della frequenza osservata, una p molto
concentrata su 1/2) e del numero di prove (n = 10 nella parte superiore, n =
100 nella parte inferiore). Si potrebbero compiere moltissimi altri esperimenti
numerici.

Non è obbligatorio scegliere una disribuzione Beta come priori. Nel caso
si scelga una distribuzione diversa, bisognerà valutare l’integrale che compare
in (2.3), in genere numericamente tramite il calcolo di Pϕ(x1, . . . , xn)π(ϕ) in
una griglia (se possibile, fitta) di punti ϕ. Ciò non è difficile da fare.

In casi più complessi, approssimare l’integrale direttamente è difficile;
negli ultimi anni, si usano delle tecniche probabilistiche per i calcoli.

2.2 Il modello normale

Il caso basilare nella statistica ‘classica’ è quello dell’osservazione del risultato
di n variabili casuali normali indipendenti:

X1, . . . Xn ∼ N(µ, σ2) indipendenti.

3Sono possibili scelte diverse (che personalmente preferisco) per il calcolo dell’intervallo
I; il pacchetto Bernbeta calcola il cosiddetto HDI (“High Density Interval”) l’intervallo
I tale che fpost(ϑ) > fpost(ϑ

′) per ogni ϑ ∈ I e ϑ′ ∈ I, oltre che naturalmente Ppost(ϑ ∈
I) = 95%.
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Figura 2.3: Si mostra, per diverse scelte di a e b, di k e n, dall’alto in basso
la densità a priori, la likelihood dei dati (Pϑ) e la densità a posteriori. La
colonna di sinistra ha a = b = 1; quella centrale a = 2, b = 8; quella di destra
a = b = 10. I pannelli superiori hanno k = 6, n = 10; quelli inferiori k = 60,
n = 100.
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Si vuole stimare µ e σ2 sulla base di n osservazioni x1, . . . , xn. Come si
affronta questo caso con il metodo Bayesiano?

Lo discuto solamente nel caso (artificiale, ma che rende più semplice i
conti) in cui σ2 sia supposta perfettamente nota. Anche in questo caso use-
remo la formula (2.3) che però andrà lievemente modificata. Infatti, poiché
supponiamo che X1, . . . Xn siano variabili continue, Pϑ(x1, . . . , xn) = 0 qua-
lunque sia il valore dei dati x1, . . . , xn e del parametro ϑ. Sostituiremo allora
alla probabilità Pϑ(x1, . . . , xn) la densità di probabilità gϑ(x1, . . . , xn).

[Si ricorda che in questi casi le probabilità si calcolano integrando la
funzione densità di probabilità. Ad esempio, usando una singola variabile,

P(a ≤ X1 ≤ b) =

∫ b

a

gϑ(x1) dx1

e analogamente nel caso di più variabili casuali, utilizzando integrali multi-
dimensionali che si studiano in corsi più avanzati di analisi.]

Per avere un linguaggio e formule che valgano sia nel caso di variabili
casuali discrete (come la binomiale o la Poisson) sia nel caso di variabili
continue (come la normale) si usa il concetto di verosimiglianza.

La verosimiglianza (in inglese likelihood) dei dati x1, . . . , xn secondo un
modello specificato tramite il parametro ϑ Lϑ(x1, . . . , xn) è uguale alla proba-
bilità Pϑ(x1, . . . , xn) se nel modello considerato x1, . . . , xn sono il risultato di
variabili casuali discrete; è uguale alla densità di probabilità gϑ(x1, . . . , xn) se
nel modello considerato x1, . . . , xn sono il risultato di variabili casuali discre-
te. In ogni caso la likelihood Lϑ(x1, . . . , xn) è una funzione dei dati x1, . . . , xn
e del parametro ϑ.

Generalizzando la formula (2.3), si ottiene la seguente regola per il calcolo,
secondo il metodo bayesiano, della densità a posteriori del parametro ϑ:

fpost(ϑ) =
Lϑ(x1, . . . , xn)π(ϑ)∫
Lϕ(x1, . . . , xn)π(ϕ) dϕ

. (2.9)

Ritornando al caso normale, dobbiamo scrivere Lϑ(x1, . . . , xn) nel ca-
so in cui x1, . . . , xn provengano da X1, . . . Xn ∼ N(µ, σ2) indipendenti e il
parametro da stimare è ϑ = µ, mentre σ2 è supposto noto.

Ricordiamo che la densità di una normale è
1√

2πσ2
e−(x−µ)2/(2σ2).

Essendo le variabili indipendenti, possiamo scrivere la densità congiunta come
il prodotto delle singole densità e quindi si ottiene

Lϑ(x1, . . . , xn) =
1√

2πσ2
e−(x1−µ)2/(2σ2)· 1√

2πσ2
e−(x2−µ)2/(2σ2) · · · 1√

2πσ2
e−(xn−µ)2/(2σ2).

(2.10)
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Riordinando i termini in (2.10) e ricordando che il prodotto di esponenziali
è uguale all’esponenziale della somma, si ottiene

Lϑ(x1, . . . , xn) =
1

(2πσ2)n/2
exp

{
−(x1 − µ)2 + (x2 − µ)2 + · · ·+ (xn − µ)2

2σ2

}
.

(2.11)
Per proseguire conviene raggruppare da una parte i termini in cui compa-
re µ (il parametro da stimare), dall’altra tutto ciò che non dipende da µ,
ma solo dai dati e che, quindi, una volta che i dati sono stati osservati, si
può considerare come un valore conosciuto; si vedrà poi che questa parte si
semplificherà fra numeratore e denominatore in (2.9). Allora la parte che
moltiplica l’esponenziale in (2.11) non dipende da µ, cos̀ı come il denomina-
tore dentro l’esponenziale. Consideriamo allora solo la somma al numeratore
dentro l’esponenziale. Svolgendo i quadrati, si ha

(x1−µ)2 +(x2−µ)2 + · · ·+(xn−µ)2 = x2
1 + · · ·+x2

n+nµ2−2µ(x1 + · · ·+xn)

=
n∑
i=1

x2
i + n(µ2 − 2x̄µ) (2.12)

dove l’ultimo passaggio viene dal fatto che x̄ = (x1 + · · · + xn)/n. Per
gli sviluppi successivi, conviene scrivere l’ultimo termine in (2.12) come un
quadrato, aggiungendo e sottraendo il termine n(x̄)2. Otteniamo

n∑
i=1

x2
i +n(µ2−2x̄µ) =

n∑
i=1

x2
i −n(x̄)2 +n(x̄−µ)2 =

n∑
i=1

(xi− x̄)2 +n(x̄−µ)2.

(2.13)
L’ultimo passaggio si ottiene usando la stessa identità che si usa per calcolare
la varianza e che richiederebbe un po’ di calcoli (che non vengono svolti). Alla
fine si ottiene

Lµ(x1, . . . , xn) = C(x1, . . . , xn)e−n((x̄−µ)2)/(2σ2) (2.14)

dove

C(x1, . . . , xn) =
1

(2πσ2)n/2
exp

{
−
∑n

i=1(xi − x̄)2

2σ2

}
.

L’espressione esatta di C(x1, . . . , xn) non è importante; l’essenziale è che si
tratta di una quantità che non dipende dal parametro da stimare µ. In
realtà, se uno non è interessato ai calcoli algebrici, si può fidare del fatto che
da (2.10) si arriva a (2.14) e ragionare sulla base di ciò.

Sostituiamo ora (2.14) in (2.9), usando µ al posto di ϑ per il valore in
cui calcolare la densità a posteriori fpost e ν al posto di ϕ come variabile di
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integrazione. Otteniamo

fpost(µ) =
C(x1, . . . , xn)e−n((x̄−µ)2)/(2σ2)π(µ)∫∞

−∞C(x1, . . . , xn)e−n((x̄−ν)2)/(2σ2)π(ν) dν
=

e−n((x̄−µ)2)/(2σ2)π(µ)∫∞
−∞ e

−n((x̄−ν)2)/(2σ2)π(ν) dν
.

(2.15)
Da (2.15) si vede che il valore di C(x1, . . . , xn) è irrilevante perché si semplifi-
ca. Per procedere dobbiamo scegliere una densità a priori π per µ e calcolare
l’integrale al denominatore di (2.15).

La scelta di π dipenderà dalle conoscenze (o dall’ignoranza) preesistenti.
Una possibilità naturale potrebbe essere quella corrispondente ad un’igno-
ranza quasi completa:

π(µ) =

{
1

µ2−µ1 se µ1 ≤ µ ≤ µ2

0 altrimenti.

Si noti che
∫∞
−∞ π(µ) dµ = 1, ossia π è effettivamente una funzione densità di

probabilità.
Questa scelta presuppone totale ignoranza per µ, eccetto che sarà com-

preso fra un valore minimo possibile µ1 e un massimo µ2. E’ necessario fissare
tali valori massimo e minimo, perché altrimenti sarebbe impossibile costruire
una funzione costante che sia una densità di probabilità. Dal punto di vista
matematico, questa scelta obbliga a calcolare numericamente l’integrale al
denominatore di (2.15) (il ché non è un problema) e fa s̀ı che la densità a
posteriori non appartiene a nessuna famiglia classica di densità di probabilità.

Dal punto di vista matematico, è molto più semplice scegliere una densità
a priori normale; ciò fa s̀ı che anche la densità a posteriori sia normale, e
quindi rende possibile iterare subito il procedimento se si acquisiscono nuovi
dati. Supponiamo infatti che

π(µ) =
1√
2πτ 2

0

exp{−(µ− µ0)2

2τ 2
0

}.

Stiamo quindi assumendo che la distribuzione a priori di µ sia normale con
media µ0 e varianza τ 2

0 . Possiamo dire che µ0 rappresenta il valore ritenuto
più probabile per µ, τ 2

0 il grado di ignoranza (o incertezza) che abbiamo
rispetto a tale valore4.

Inserendo questa espressione di π in (2.15) e svolgendo alcuni semplici
(ma lunghi) passaggi algebrici, si arriva a

fpost(µ) =
1√
2πτ 2

p

exp{−(µ− µp)2

2τ 2
p

} (2.16)

4Non bisogna confondere τ20 , l’incertezza rispetto al valore di µ con σ2, la varianza di
Xi, ossia la variabilità del fenomeno studiato.
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dove

µp =

1
τ20
µ0 + n

σ2 x̄

1
τ20

+ n
σ2

, τ 2
p =

1
1
τ20

+ n
σ2

. (2.17)

In altri termini, la distribuzione a posteriori è normale con valore atteso (a
posteriori) µp e varianza (a posteriori) τ 2

p date dalle espressioni in (2.17).
Si può osservare che il valore atteso a posteriori è una media pesata fra

il valore atteso a priori µ0 e la media campionaria x̄; il peso della media
campionaria è tanto maggiore tanto più è grande n (il numero di osservazioni)
e τ 2

0 (l’incertezza iniziale).
Si vede anche che l’incertezza (varianza) a posteriori τ 2

p è sempre più
piccola dell’incertezza a priori τ 2

0 e diminuisce al crescere di n.
Questa necessità di assegnare a priori un valore atteso µ0 per µ può sem-

brare arbitraria e disturbare. D’altra parte, si presta molto bene a misurare
l’accumulazione di conoscenze ottenute dalle osservazioni successive e ad in-
tegrarvi il risultato di nuove osservazioni. Formalmente, facendo il limite per
τ 2

0 che tende all’infinito in (2.17), si vede che allora µp tende a x̄ e τ 2
p a σ2/n.

In un certo senso, si può ottenere l’analisi della statistica frequentista (sia
pure con un’interpretazione diversa) come il caso limite di questo metodo
bayesiano quando l’incertezza τ 2

0 tende all’infinito. In tale limite l’intervallo
di confidenza frequentista coincide con l’intervallo credibile bayesiano.
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